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　　摘　要 :　电梯群控调度是一类开放、动态、复杂系统的多目标优化问题.目前应用于群控电梯调度的算法主要有

分区算法、基于搜索的算法、基于规则的算法和其他一些自适应的学习算法.但已有方法在顾客平均等待时间等目标

上并不能够达到较好的优化性能.本文采用强化学习技术应用到电梯群控调度系统中 ,使用 CMAC神经网络函数估计

模块逼近强化学习的值函数 ,通过 Q2学习算法来优化值函数 ,从而获得优化的电梯群控调度策略.通过仿真实验表明

在下行高峰模式下 ,本文所提出的基于 CMAC网络强化学习的群控电梯调度算法 ,能够有效地减少平均等待时间 ,提

高电梯运行效率.
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Abstract :　Elevator group control is a multi2objective optimization problem in an open , complicated and dynamical system.

Currently ,many algorithms have been applied in elevator group control ,such as zoning approaches ,search2based approaches , rule2
based approaches and other adaptive approaches . However these methods fail of achieving the optimal performance in the average

wait time. In this paper , the reinforcement learning technology is applied in the elevator group control system. The CMAC neural

network is used to approx the value function of reinforcement learning and Q2learning algorithm is used to optimize the value func2
tion ,thereby the optimal control policy of the elevator group control is achieved. The simulation experiment shows that the elevator

group control using reinforcement learning with CMAC can reduce the average wait time efficiently in the down peak traffic .
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1　引言

　　早期电梯控制采用单呼梯信号形式 ,随着计算机控制和

智能技术的发展 ,由计算机统一管理一组电梯的呼叫和指令

信号 ,根据系统设定的优化目标和建筑物中的实际交通状况 ,

产生最优电梯调度策略 [1 ] .这就是目前常见的电梯群控系统.

其调度的实质是在开放、动态的复杂环境中 ,对乘客候梯时

间、乘客乘梯时间、拥挤度和能耗等多个优化目标进行优化控

制.目前群控电梯调度算法主要有分区算法 [2 ] ,基于搜索的算

法[3 ]和基于规则的算法 [4 ,5 ]等等.随着智能技术的发展 ,越来

越多的研究者采用专家系统、模糊控制、人工神经网络以及遗

传算法等技术研究自适应的学习算法.但由于电梯运行在一

个连续时间系统中 ,其状态空间高维 ,同时外部状态不能完全

感知且随乘客到达率变化而动态改变 ,因此有效计算电梯群

控调度的最优策略仍然是研究界和产业界面临的主要难题之

一.

考虑到电梯面临的实际环境是未知的、不确定的 ,而调度

是针对顾客到达模型的在线优化.因此 Crites等人提出将强

化学习 (Reinforcement learning)技术应用到电梯群控调度中 ,通

过仿真实验表明其方法与目前已有算法相比 ,能够获得较小

的顾客平均等待时间[6 ] .在 Crites等人的方法中 ,采用 BP神

经网络逼近连续状态空间的值函数 ,但由于 BP神经网络在

增量、在线学习中收敛并不稳定.而 CMAC神经网络具有较好

的在线增量学习能力 ,因此在本文中设计了基于 CMAC神经

网络的强化学习算法 ,对电梯群控调度进行优化. 将基于

CMAC网络函数估计的强化学习算法应用于在下行高峰模式

中 ,实验表明基于 CMAC网络函数估计的强化学习算法能有

效地减少乘客平均等待时间 ,提高电梯调度的性能 ,并相比基

于 BP神经网络的强化学习电梯调度算法具有更优的性能.

2　强化学习函数估计方法

211　强化学习

强化学习是一种以环境反馈作为输入的、特殊的、适应环

境的机器学习方法.所谓强化学习是指从环境状态到行为映
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射的学习 ,以使系统行为从环境中获得的累计奖赏值最大 (即

累计代价值最小) .该方法不同与传统监督学习技术那样通过

正例、反例来告知采取何种行为 ,而是通过试错 ( Trial2and2er2
ror)的方法来发现最优行为策略[7 ,8 ] .如果假定环境满足马尔

可夫型属性 ,则顺序型强化学习问题可以通过马氏决策过程

(Markov Decision Process)建模.

马氏决策过程　由四元组〈S , A , R , P〉定义.包含一个环

境状态集 S ,系统行为集合 A ,代价函数 R : S ×A →R和状态

转移函数 P : S ×A →PD ( S) .记 Ra
ss′为系统在状态 s采用 a动

作使环境状态转移到 s′获得的瞬时代价值 ;记 Pa
ss′为系统在状

态 s采用 a动作使环境状态转移到 s′的概率.

马氏决策问题的目标是发现优化策略 (即在每个状态时

的动作选择) ,以使累计的代价和最小.根据 Bellman最优策略

公式 ,在最优策略π3下系统在 s状态下的值函数由式 (1)定

义.式 (1)中的γ为折扣因子.

　　V 3 ( s) = max
a∈A

E{ rt + 1 +γV 3 ( st + 1) | st = s , at = a}

= max
a∈A ∑s′ Pa

ss′[ Ra
ss′+γV

3 ( s′) ] (1)

在动态规划技术中 ,在已知状态转移概率函数 P和代价

函数 R的环境模型知识前提下 ,从任意设定的策略π0 出发 ,

可以采用策略迭代或值迭代的方法逼近最优的 V 3和π3 .但

由于在强化学习所应用问题中 , P函数和 R 函数未知 ,系统

无法直接通过动态规划技术进行值函数计算.因此在学习过

程中常采用逼近的方法进行值函数的估计 ,其中最主要的方

法之一是先通过Monte Carlo采样 ,然后结合动态规划技术 ,设

计强化学习中的值函数迭代公式.分别如式 (2)和式 (3) .其中

式 (2)中 Rt是指当系统采用某种策略π,从 st 状态出发获得

的真实的累计折扣代价值 ; Rt 在式 (3)中由当前代价值和下

一状态值函数估计 ;α为学习率.

V ( st) ←V ( st) +α[ Rt - V ( st) ] (2)

V ( st) ←V ( st) +α[ rt + 1 +γV ( st + 1) - V ( st) ] (3)
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但对于大规模 MDP或连续状态 MDP问题中 ,强化学习

过程不可能遍历所有状

态.因此要求强化学习的

值函数具有一定泛化能

力.强化学习函数估计的

本质就是用参数化的函

数逼近状态2值函数的映射关系.由于应用神经网络进行强化

学习中的函数估计 ,可以有效避免维数灾难的问题 [9 ] ,因此在

本文中只考察基于神经网络函数估计的强化学习方法.强化

学习函数估计框架如图 1.

以经典强化学习 Q2学习算法为例 ,函数估计模块采用神

经网络逼近连续状态空间的 Q 函数 ,设其逼近的 Q 函数为

QNN ,则强化学习函数估计中 Q值的 Bellman迭代公式可修改

为式 (4) :

Q ( s , a) ←QNN ( s , a) +α( r +γmax
a′∈A

QNN ( s′, a′) - QNN ( s , a) )

(4)

对于状态2动作对 ( s , a)下 ,函数估计模块的输出为 QNN

( s , a) .而强化学习模块期望的输出为 r +γmax
a′∈A

QNN ( s′, a′) ,

则通过梯度下降方法 ,将神经网络权值更新如式 (5) :

Δw =α( r +γmax
a′∈A

QNN ( s′, a′) - QNN ( s , a) )
9QNN ( s , a)

9w
(5)

在此框架下 ,应用神经网络来进行函数估计的强化学习

算法流程如表 1 :

表 1　基于神经网络函数估计的强化学习算法

Step1 :观察当前状态 s ;

Step2 :根据 s以及函数估计模块 ,计算 QNN ( s , a) ;

Step3 :使用ε2greedy策略选择动作 a ,并执行它 ;

Step4 :从环境中获得即时代价 r ,并观察下一状态 s′;

Step5 :根据式 (4)学习值函数 Q ( s , a) ;

Step6 :根据式 (5)更新神经网络权值 w ;

Step7 :转至 Step1 ,直到网络稳定或学习达到一定精度.

　　从表 1中可知学习过程中同时存在两个收敛过程 :一是

强化学习的收敛过程 ;二是神经网络函数逼近的收敛过程.最

终基于神经网络函数估计的强化学习算法收敛性和效率与这

两个收敛过程有关.因此 ,神经网络函数估计模块的设计对整

个强化学习的性能有着很大的影响.由于 BP神经网络在增

量、在线学习中收敛不稳定 ,而 CMAC神经网络具有较好的在

线增量学习能力 ,因此我们设计基于 CMAC网络函数估计的

强化学习算法.下面首先介绍 CMAC网络结构和学习过程.

Albus于 1975年首次提出小脑模型关节控制器 (Cerebellar

Model Articulation Controller ,CMAC) ,其本质上是一个非线性映

射[10 ] . CMAC网络包含 3个映射 ,分别是输入层的非线性映

射 ;中间层的内部映射 ;以及输出层的线性映射.以下结合图

2说明 CMAC网络的运行过程[10 ] .

表 2　CMAC网络学习过程

Step1 :用式 (6)对输入状态矢量 s进行规格化 ;

Step2 :根据泛化参数 C确定激活区域 ,如式 (7) ;

Step3 :通过被激活记忆体的加权求和计算 CMAC网络输出 ,如式

(8) ;

Step4 :采用δ2学习规则被激活区域权值进行调整 ,如式 ( 9) .返回

Step1.

s = [ s1 , s2 , ⋯, sn ]

s′= [ s1′, ⋯, sn′] = int
s1

Δ1
, ⋯,

sn

Δn
(6)

Addri = [ s1′- mod[ ( s1′- i) , C] , ⋯, sn′- mod[ ( sn′- i) , C] ]

　　　　i = 1 ,2 , ⋯, C (7)
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Q ( s , a) =
1
C ∑

C

i =1

W·F( Addri) (8)

ΔWi =δ·( Q ( s , a) - Q̂ ( s , a) )·F( Addri) (9)

式 (8)中 F( Addri)表示在 CMAC网络在 Addri 地址上存储

的值.通过以上步骤可以保证 CMAC网络的在线增量学习能

力 ,并且其计算效率要远优于其他神经网络 [11 ] .

3　基于 CMAC网络强化学习的群控电梯调度算法

　　对于行驶在楼层间的电梯 ,如果有乘客希望在下一层出

电梯的情况 ,电梯被强令选择“下一层停靠”;否则必须做出

“下一层停靠”或“继续行驶”的抉择.以下算法只给出用强化

学习进行“下一层停靠”或“继续行驶”抉择的算法流程 :

表 3　基于 CMAC网络强化学习的电梯群控算法

Step1 :在 t x时刻电梯 i 到达一个决策点 ,观察得到状态为 x ,根据

CAMC网络计算 Q ( x , run)和 Q ( x , stop) .这里 Q ( x , run)为在 x 状

态下继续运行的Q值函数 ,而 Q ( x , stop)为停靠的值函数.

Step2 :根据建立在 Q值上的Boltzmann分布选择动作 a ,如式 (10) .

Step3 :令电梯 i的下一个决策点发生在 t y时刻 ,其相应的状态为 y .

根据式 (11) ,更新所有电梯的获得 R[ i ]值.

Step4 :然后 ,电梯 i根据式 (12)调节其 Q ( s , a)的估值.

Step5 :根据式 (13)更新 CMAC网络权值.

Step6 :将 x←y , t x←t y.转至 Step1.

　　建立在 Q值上的 Boltzmann分布动作选择公式为 :

Pr ( stop) =
eQ ( x , run) / T

eQ( x , stop) / T + eQ ( x , run) / T (10)

这里 T > 0为温度参数 , T值的大小决定动作选择的随

机程度.在训练学习过程中 T值将逐渐衰减.学习初期由于

Q值不精确 ,故 T赋值为较大的数值以确保对每个动作而言

都有近似相同的尝试机会.随着充分学习 , Q 值将越来越精

确 , T将赋值为较小的数值保证以较大的概率选择当前认为

较好的动作.

对电梯控制器而言 ,设 R[ i ]为第 i部电梯从其上一次决

策时间点 d[ i ]时开始累计的总折扣强化值.当在每个事件发

生时 ,对 R[ i ]进行以下计算 :令 t0为上一事件发生的时间 , t1

为当前事件发生的时间.对于每个在 t0和 t1之间有效的电梯

呼叫键 b而言 ,令 w0 ( b)和 w1 ( b)分别为 t0 和 t1 时刻按钮 b

按下后逝去的时间.式 (11)中β为顾客平方等待时间的指数

衰减速率 ,λ为顾客的泊松到达率[6 ] .

ΔR[ i ] =

e-β( t
0

- d[ i ]) ∑
b

2λb(1 - e -β( t
1

- t
0
) )

β4
+

2
β3

+
2w0( b)

β2
+

w2
0( b)

β

- e -β( t
1

- t
0
) 2
β3

+
2w1( b)

β2
+

w2
1( b)

β

+λb
2w0( b)

β3
+

w2
0( b)

β2
+

w3
0( b)

3β

- e -β( t
1

- t
0
) 2w1( b)

β3
+

w2
1( b)

β2
+

w3
1( b)

3β

　　R[ i ]←R[ i ] +ΔR[ i ] (11)

强化学习的 Q值学习和 CMAC网络权值调整公式分别如式

(12)和式 (13) .

　Q ( x , a) ←R[ i ] + e - β( t
y

- t
x
) min

a′∈{ stop , cont}
Qcmac ( y , a′) (12)

　ΔW =α[ R[ i ] + e - β( t
y

- t
x
) min

a′∈{ stop , cont}
Qcmac ( y , a′, W)

- Qcmac ( x , a , W) ] ý WQcmac ( x , a , W) (13)

4　实验及分析

411　电梯系统模型

电梯控制系统通常包括上行高峰、下行高峰、层间交通等

几种不同模式[12 ] .在不同的交通模式下 ,系统应采用不同的

群控策略来提高服务性能.显然 ,客流量高的上行高峰和下行

高峰是对调度算法最有挑战的任务.

表 4给出实验的主要配置 .此配置与 Crites等人的强化学

习电梯调度实验是一致的[6 ] ,其中 CMAC网络权值被统一初

始化为21到 + 1之间的离散值 .

表 4　电梯群控调度仿真实验参数表

参数描述 参数设置

静态

参数

电梯数目 4

楼层数目 10

梯内呼叫键数目 10

额定载客量 20

动态

参数

层间运行时间 1. 45s

电梯停止时间 7. 19s

电梯转向时间 1s

乘客进出电梯时间
均值为 1 s的厄兰分布 ,

范围从 0. 6到 6. 0s

顾客

到达

模型

时间 00 到达率 1

时间 05 到达率 2

时间 10 到达率 4

时间 15 到达率 4

时间 20 到达率 18

时间 25 到达率 12

时间 30 到达率 8

时间 35 到达率 7

时间 40 到达率 18

时间 45 到达率 5

时间 50 到达率 3

时间 55 到达率 2

CMAC网

络参数

输入节点 47个

输出节点 2个

泛化参数 3

强化学

习参数

指数衰减速率β 0. 01

学习率α 满足 ∑α= ∞, ∑α2 < C < ∞

412　实验结果对比分析

我们将所提出的基于 CMAC网络的强化学习电梯调度算

法与 Crites等人提出的基于 BP神经网络的强化学习调度算

法以及应用于实际电梯调度的 SECTOR算法作比较 ,结果见

表 5～7.其中 SECTOR算法结果参照 Crites等人 1998的实验

数据.由于参数调整的原因 ,本实验没有能够重复获得 Crites

等人使用 BP网络进行电梯调度所获得的性能 [6 ] .但我们认

为 ,在相同条件设置下 ,不影响对不同电梯群控调度算法之间

性能的比较.基于 BP和 CMAC网络强化学习的电梯群控调度

实验结果均为 20个小时模拟后的平均结果 ,实验分别测试了
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下行高峰模式下的三种不同的交通模式 :仅下行交通、含上行

交通以及两倍上行交通.

表 5　仅含下行交通模式的对比实验结果

算法 AvgWait SquaredWait Percent > 60s

SECTOR 21. 4 674 1. 12

RL2BP 21. 2 569 0. 09

RL2CMAC 19. 7 529 0. 07

表 6　含上行交通模式的对比实验结果

算法 AvgWait SquaredWait Percent > 60s

SECTOR 27. 3 1252 9. 24

RL2BP 24. 3 1140 9. 90

RL2CMAC 21. 8 1048 9. 14

表 7　两倍上行交通的对比实验结果

算法 AvgWait SquaredWait Percent > 60s

SECTOR 30. 3 1643 13. 50

RL2BP 27. 8 1698 8. 74

RL2CMAC 23. 4 1562 8. 20

　　表 5～7给出三种交通模式下 ,三种方法在平均等待时

间 ,平方等待时间和 Percent > 60s三个指标下的对比结果.从

表中可以看出 ,本文所提出的方法在平均等待时间上缩短 2

秒左右 ,在平方等待时间上缩短 100秒左右.表中 Percent > 60s

是指等待顾客中等待时间超过 1分钟的顾客比 ,显然本文所

提方法也具有更优的性能.

5　结语

　　使用神经网络进行函数估计来解决大空间或连续状态空

间强化学习问题 ,可以初步解决”维数灾难”问题.本文将基于

CMAC网络函数估计的强化学习算法应用于电梯群控调度

中 ,取得了良好的效果.然而如何调整 CMAC网络参数从而更

好地逼近值函数仍然是值得进一步研究的地方.除此之外 ,在

目前仅能通过仿真实验的方法确定本文提出算法的有效性.

因此从理论上证明算法的性能是本文的重要后续工作之一.
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